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Povzetek. V ¢lanku obravnavamo algoritem diferencialne evolucije (DE) za numeri¢no optimizacijo. V zadnjem
Casu ga uporabljamo v Stevilnih prakti¢nih aplikacijah. V ¢lanku opisujemo optimizacijo, kjer iS¢emo globalni

optimum testnih funkcij z dimenzijami 100, 500 in 1000. Predstavili bomo rezultate, ki smo jih dobili na izbranih
testnih funkcijah z dvema algoritmoma diferencialne evolucije iz literature. Prvi je originalni algoritem DE, drugi

pa je samoprilagodljivi algoritem DE. Slednji na izbranih testnih primerih daje bolje rezultate.

Kljucne besede: evolucijski algoritem, optimizacija, iskanje globalnega optimuma, diferencialna evolucija,

samoprilagajanje

High-dimensional Global Optimization

Extended Abstract. In this paper we present performance eva-
luation of the original differential evolution (DE) and our self-
adaptive differential evolution algorithm. The algorithm, which
we named jDE [4, 6], uses a self-adapting control parameter
mechanism on control parameters F' and CR during the opti-
mization process. The performance of the algorithm is eval-
vated on a set of benchmark functions provided for the CEC
2008 special session on high-dimensional real-parameter opti-
mization [18].

To solve high-dimensional problems [12, 18], cooperative
coevolution [13, 15] is used in literature. Liu et al. [11] uses
FEP (fast evolutionary programming) with cooperative coevolu-
tion (FEPCC) to speed-up convergence rates on the large-scale
problems, Bergh and Engelbrecht [20] applies a Cooperative
Approach to Particle Swarm Optimisation (PSO), Yang, Tang,
and Yao uses differential evolution with cooperative coevolution
(DECC) [21].

The performance of the jDE and the original DE algorithms
is evaluated on a set of seven benchmark functions provided for
the CEC 2008 special session [18] each for three dimensions
D =100, D = 500, and D = 1000. The obtained results (see
the tables and figure) show that the self-adaptive jDE algorithm
outperforms the original DE algorithm for each tested function.

Key words: evolutionary algorithm, optimization method,
global optimum search, differential evolution, self-adaptation

1 Uvod

V ¢lanku predstavljamo eksperimentalne rezultate algo-
ritmov diferencialne evolucije (DE) na testnih funkci-
jah iz posebne sekcije mednarodnega simpozija evolu-
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cijskega raCunanja CEC 2008 Special Session and Com-
petition on High-Dimensional Real-Parameter Optimiza-
tion [18]. V naboru je sedem testnih funkcij, ki jih
je treba ovrednotiti pri treh razli¢nih dimenzijah (100,
500 in 1000). Vnaprej predpisano oziroma omejejo je
Stevilo ovrednotenj funkcij FEs, kot prikazuje tabela 1.
Predpisano $tevilo ovrednotenj dolo¢ene funkcije je us-
tavitveni pogoj posameznega zagona algoritma. Pri vsaki
funkciji je treba narediti 25 zagonov algoritma z razli¢nim
semenom psevdonakljucnega generatorja Stevil. Samih
testnih funkcij [18] v tem ¢lanku ne prikazujemo, ker
so preobsezne, ampak smo v tabeli 2 zbrali le nekatere
njihove lastnosti. Pri vseh testnih funkcijah je treba
poiskati globalni minimum. Zacetna populacija je izbrana
nakljuéno (po enakomerni porazdelitvi) med spodnjo in
zgornjo mejo, ki sta definirani za vsako spremenljivko
testne funkcije. Pri optimizaciji funkcije je cilj poiskati
vektor Xin, za katerega velja: VX, f(Xmin) < f(X).
Funkcija f mora biti navzdol omejena in ni nujno, da je
zvezna ali odvedljiva.

Diferencialna evolucija (ang. Differential Evolu-
tion) [17] je popularen algoritem za numeri¢no opti-
mizacijo funkcij in ga uporabljamo v Stevilnih prakti¢nih
aplikacijah, predvsem zato, ker algoritem odlikuje dobra
konvergenca [16, 17, 14, 9, 10, 19, 4]. Algoritem DE
priStevamo k evolucijskim algoritmom. V nasem pred-
hodnem prispevku [6] smo opravili §tudijo zmogljivosti
samoprilagodljivega algoritma diferencialne evolucije na
testnih funkcijah z omejitvami (CEC 2006). Samoprila-
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Tabela 1. Stevilo ovrednotenj testnih funkcij FEs

Table 1: Number of F'E's Function Evaluations
Dimenzija D 100 500 1000

FEs 500.000 | 2.500.000 | 5.000.000

Tabela 2. Testne funkcije CEC’08
Table 2: CEC’08 Test Functions

Fy Shifted Sphere Function UM | SE
Fs Shifted Schwefel’s Problem 2.21 UM | NS
Fs Shifted Rosenbrock’s Function MM | NS
Fy Shifted Rastrigin’s Function MM | SE
Fs Shifted Griewank’s Function MM | NS
Fs Shifted Ackley’s Function MM | SE
F7 || FastFractal "DoubleDip” Function | MM | SE
UM/MM - unimodalne/multimodalne funkcije (Unimodal/Multi-modal)

SE/NS - locljive/nelocljive funkcije (Separable/Non-separable)

gajanje smo uporabili tudi na testnih funkcijah iz posebne
sekcije CEC 2007 za veckriterijsko optimizacijo [22].

Nadaljevanje prispevka je organizirano takole. V 2.
in 3. poglavju na kratko opisemo algoritma diferencialne
evolucije s samoprilagajanjem in brez njega. Rezultati,
ki smo jih dobili s pomocjo obeh algoritmov na opti-
mizacijskih poskusih, so prikazani v 4. poglavju. V
5. poglavju podajamo razpravo o dobljenih rezultatih.
Sledi $e sklepno, 6. poglavje, kjer podamo tudi smernice
za nadaljnje raziskave.

2 Algoritem diferencialne evolucije

Algoritem DE ima tri krmilne parametre (F' - fak-
tor skaliranja, CR - krmilni parameter krizanja, NP
- velikost populacije), ki se pri originalnem algoritmu
DE [16, 17] med optimizacijskim postopkom ne spre-
minjajo [16, 10, 9]. Algoritem diferencialne evolucije
(DE) ustvari novega posameznika s kombinacijo starSa in
izbranih posameznikov iste populacije. Nov posameznik
zamenja star$a, ¢e ima bolj$o ocenitveno vrednost (funk-
cijsko vrednost). Algoritem DE [16, 17, 14, 8] je opisan
v literaturi, tudi v slovenski [5], zato bomo opis algoritma
izpustili.

Omenimo le, da pri svojem delu uporabljamo strate-
gijo mutacije "rand/1”: v, ¢ = Xpy.¢ + F * (Xpy.¢ —
Xpy,¢)- Mutiran vektor v; ¢ izratunamo s pomocjo treh
naklju¢no izbranih vektorjev (indeksi r1, 72, 73 so med
seboj razli¢ni in tudi razli¢ni od indeksa 7). G' oznacuje
generacijo, ' in CR pa sta krmilna parametra pri algo-
ritmu DE.

3 Samoprilagodljivi algoritem diferencialne
evolucije

Izbira ustreznih krmilnih parametrov je ponavadi odvisna
od problema, ki ga reSujemo, in od uporabnika za-
hteva predhodno znanje oziroma izkuSnje. Mehanizem

samoprilagajanja omogoca, da se evolucija (sama) pri-
lagodi naravi problema, tako da se ustrezno rekonfigu-
rira. Ta prilagoditev se opravi brez aktivne vloge uporab-
nika [1, 2, 7]. Poskusi v [4, 3] so pokazali, da s
spreminjanjem krmilnih parametrov med oetimizacij skim
postopkom lahko izboljsamo rezultate. [4] je pred-
stavljen samoprilagodljivi mehanizem, ki med evolucijo
spreminja krmilna parametra F' in CR. Na kratko pred-
stavimo ta mehanizem. Nova krmilna parametra F; g1

in CR; 41 izraGunamo takole:

Fy +randy, * F,
Figi1= Fia
rands

CRiGy1 = {CR- o

Tako dobimo krmilna parametra F' in CR pri novem
posamezniku. rand,, j € {1,2,3,4} so nakljuéne realne
vrednosti na intervalu [0,1). 71 in 72 sta verjetnosti,
s katerima uravnavamo krmilna parametra F' in CR.
Uporabljamo naslednje fiksne vrednosti: 7y = 0,1; 75 =
0,2;F; =0,1in F,, = 0,9, zato ima F' naklju¢no vred-
nost na intervalu [0, 1;1,0) in CR na intervalu [0, 1).

Samoprilagodljivi algoritem DE imenujemo jDE.
Algoritem jDE se od originalnega algoritma DE razlikuje
le v tem, da ima prvi samoprilagodljiva krmilna parame-
tra, algoritem DE pa med postopkom evolucije ne spre-
minja krmilnih parametrov.

e rands < 1,
sicer,

e rands < T2,
sicer.

4 Eksperimentalni rezultati

V tem poglavju predstavimo rezultate, ki smo jih do-
bili pri poskusih, kjer smo uporabili originalni algoritem
DE in samoprilagodljivi algoritem jDE. Algoritma sta v
poskusih imela enake nastavitve parametrov:

e isto seme pri psevdonakljuénem generatorju Stevil,

e zaCetna populacija je bila izbrana naklju¢no (po
enakomerni porazdelitvi) med spodnjo in zgornjo
mejo,

e velikost populacije NP = 100,

e krmilna parametra F' = 0,5 in CR = 0,9 pri
algoritmu DE (fiksna parametra); algoritem jDE
uporablja samoprilagodljiva parametra (zacetna po-
pulacija je bila inicializirana: F' = 0,5 in CR =
0,9).

Za vsako funkcijo in vsako dimenzijo smo 25-krat izvedli
algoritem. NajboljSo reSitev (napaka: f(Z) — f(7*))
vsakega zagona smo si zapomnili in dobljenih 25 reSitev
uredili nara$¢ajoce. Vrednosti f(Z) — f(Z*) so predstavl-
jene v tabelah 3, 5 in 7 za samoprilagodljivi algoritem
JDE, v tabelah 4, 6 in 8 pa za algoritem DE. V tabelah
lahko pri vsaki funkciji vidimo najboljSo, sedmo, srednjo
(mediano), devetnajsto in najslabso reSitev ter povprecno
vrednost in standardno deviacijo na koncu ob izpolnjenem
ustavitvenem pogoju pri ovrednotenjih F'Es. Pri funkciji
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Tabela 3. Napaka pri testnih funkcijah F1—F% pri dimenziji D = 100 z algoritmom jDE
Table 3: Error Values Achieved for Problems F1—F%, with D = 100 by the jDE algorithm
FEs F 1 F: 2 Fg F. 4 F: 5 Fi 6 F 7
1 (najboljsi) 5.6843e-14 | 7.3152e-02 | 6.2800e+01 | 5.6843e-14 | 2.8421e-14 | 5.6843e-14 | -1.4569¢+03
7 5.6843e-14 | 1.7001e-01 | 8.1266e+01 | 5.6843e-14 | 2.8421e-14 | 5.6843e-14 | -1.4342e+03
13 (srednji) 5.6843e-14 | 2.6638e-01 | 1.3986e+02 | 5.6843e-14 | 2.8421e-14 | 5.6843e-14 | -1.4269e+03
5.00e + 5 19 5.6843e-14 | 4.6816e-01 | 1.4790e+02 | 5.6843e-14 | 2.8421e-14 | 5.6843e-14 | -1.4238e+03
25 (najslabsi) 5.6843e-14 | 9.8656e-01 | 2.0342e+02 | 5.6843e-14 | 2.842le-14 | 8.5265e-14 | -1.4180e+03
povprecje 5.6843¢-14 | 3.4198e-01 | 1.2890e+02 | 5.6843e-14 | 2.8422e-14 | 6.1391e-14 | -1.4298e+03
std. dev. 0.0000 2.3059e-01 | 4.3159e+01 0.0000 0.0000 1.0634¢-14 8.2645
Tabela 4. Napaka pri testnih funkcijah F1—F%7 pri dimenziji D = 100 z algoritmom DE
Table 4: Error Values Achieved for Problems F1—F%, with D = 100 by the DE algorithm
FEs I o s Fy Fs Fs F7
1 (najboljsi) 5.6843e-14 | 3.1046e+01 | 8.9499e+01 | 1.6832e+02 0.0000 2.5414¢-10 | -8.9245e+02
7 5.6843e-14 | 4.3822e+01 1.3434e+02 | 4.2061e+02 | 2.8421e-14 | 5.1753e-10 | -8.7133e+02
13 (srednji) 5.6843¢-14 | 4.8172e+01 | 1.4808c+02 | 5.9794e+02 | 2.8421c-14 | 6.7637c-10 | -8.6847c+02
5.00e + 5 19 5.6843e-14 | 5.1356e+01 | 1.9862e+02 | 6.2373e+02 | 2.8421e-14 | 1.0136e-09 | -8.5696e+02
25 (najslabsi) 5.6843e-14 | 6.6864e+01 | 5.8562e+02 | 7.0895e+02 | 9.8572e-03 | 2.1420e-09 | -8.4167e+02
povprecje 5.6843¢-14 | 4.8062¢+01 | 1.8766e+02 | 5.2934e+02 | 3.9429¢-04 | 8.4423¢-10 | -8.6485e+02
std. dev. 0.0000 7.1481 1.0858e+02 | 1.518%+02 | 1.9715e-03 | 5.2999e-10 1.2485e+01
Tabela 5. Napaka pri testnih funkcijah F1—F%7 pri dimenziji D = 500 z algoritmom jDE
Table 5: Error Values Achieved for Problems F1—F%, with D = 500 by the jDE algorithm
FEs Fy Fo F3 Fy Fs Fs Fr
1 (najboljsi) 3.9790e-13 | 3.8175e+01 | 4.9034e+02 | 6.2488e+02 | 1.4210e-13 | 3.6519e-08 | -6.0423e+03
7 5.115%-13 | 3.9040e+01 | 5.4842e+02 | 6.8456e+02 | 1.4210e-13 | 4.1354e-08 | -6.0204e+03
13 (srednji) 5.6843e-13 | 3.9637e+01 | 5.6717e+02 | 7.1079e+02 | 1.4210e-13 | 4.5708e-08 | -6.0040e+03
2.50e 46 19 6.2527e-13 | 4.0063e+01 | 6.0013e+02 | 7.2243e+02 | 1.7053e-13 | 4.8368e-08 | -5.9843e+03
25 (najslabsi) 7.3896e-13 | 4.0467e+01 | 7.5753e+02 | 7.4040e+02 | 1.9895e-13 | 5.6729e-08 | -5.9387e+03
povprecje 5.6616e-13 | 3.9550e+01 | 5.8047e+02 | 6.9994e+02 | 1.5575e-13 | 4.5743e-08 | -6.0013e+03
std. dev. 8.9095e-14 | 6.3865e-01 | 5.7368e+01 | 3.0713e+01 | 1.6654e-14 | 5.3394e-09 | 2.5487e+01
Tabela 6. Napaka pri testnih funkcijah F1—F%7 pri dimenziji D = 500 z algoritmom DE
Table 6: Error Values Achieved for Problems F1—F%, with D = 500 by the DE algorithm
FEs Fy Fo F3 Fy Fs Fg Fy
1 (najboljsi) 2.6712e+03 | 7.8251e+01 | 8.9794e+07 | 5.2376e+03 | 2.2536e+01 4.5731 -3.6172e+03
7 3.1558e+03 | 8.0698e+01 | 1.1739e+08 | 5.3264e+03 | 2.4684e+01 4.7571 -3.5306e+03
13 (srednji) 3.3843e+03 | 8.2562e+01 | 1.2770e+08 | 5.3914e+03 | 2.7576e+01 4.8659 -3.5137e+03
2.50e + 6 19 3.5982e+03 | 8.3484e+01 | 1.3810e+08 | 5.4355e+03 | 2.9927e+01 5.0220 -3.4905e+03
25 (najslabsi) 5.0046e+03 | 8.7378e+01 | 1.8786e+08 | 5.4977e+03 | 3.1462e+01 5.3125 -3.4787e+03
povprecje 3.4670e+03 | 8.2513e+01 | 1.3129e+08 | 5.3809e+03 | 2.7300e+01 4.8964 -3.5156e+03
std. dev. 5.6655e+02 2.2894 2.4021e+07 | 6.9047e+01 2.6525 1.9446e-01 | 2.9557e+01

F7 ne poznamo optimalne resitve, zato v tabelah prikazu-
jemo izraunano funkcijsko vrednost (f(Z)).

Slika 1 prikazuje grafe za testne funkcije F1—Fg za
dimenzijo D = 1000 za algoritem jDE.

Iz dobljenih eksperimentalnih rezultatov lahko ugo-
tovimo, da samoprilagodljivi algoritem jDE daje boljse
rezultate kot originalni algoritem DE.

S Razprava

Iz dobljenih eksperimentalnih rezultatov lahko povza-
memo, da izbira vrednosti krmilnih parametrov pri al-
goritmu DE vpliva na kakovost kon¢nih rezultatov op-
timizacije in da samoprilagajanje krmilnih parametrov
lahko izboljsa delovanje algoritma DE. Ceprav ima algo-
ritem DE le tri krmilne parametre, je izbira njihovih vred-
nosti kar zahtevna naloga oziroma mora imeti uporabnik
nekaj izkuSenj, da za dano nalogo doloci vrednosti krmil-
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Tabela 7. Napaka pri testnih funkcijah F1—F% pri dimenziji D = 1000 z algoritmov jDE
Table 7: Error Values Achieved for Problems F;1—F%, with D = 1000 by the jDE algorithm
FEs o 2 F3 Fy Fs Fs F7
1 (najboljsi) 2.8124e-06 | 8.2129e+01 1.0359e+03 | 3.3985e+03 | 2.1808e-07 | 1.2240e-04 | -1.0946e+04
7 3.8026e-06 | 8.2758e+01 1.0835e+03 | 3.5022e+03 | 2.4445e-07 | 1.4004e-04 | -1.0886e+04
13 (srednji) 4.1481e-06 | 8.3211e+01 | 1.1430e+03 | 3.5341e+03 | 2.7046e-07 | 1.5244e-04 | -1.0847e+04
5.00e + 6 19 4.3810e-06 | 8.3582e+01 1.2656e+03 | 3.5629e+03 | 3.1873e-07 | 1.6069e-04 | -1.0814e+04
25 (najslabsi) 6.3884e-06 | 8.4007e+01 1.4265e+03 | 3.6476e+03 | 4.5636e-07 | 1.6993e-04 | -1.0708e+04
povprecje 4.2143e-06 | 8.3179e+01 | 1.1886e+03 | 3.5238e+03 | 2.9424e-07 | 1.5009e-04 | -1.0841e+04
std. dev. 7.2974e-07 | 5.1694e-01 1.2562e+02 | 6.4503e+01 | 6.4968e-08 | 1.3482e-05 | 5.5668e+01
Tabela 8. Napaka pri testnih funkcijah F1—F%7 pri dimenziji D = 1000 z algoritmom DE
Table 8: Error Values Achieved for Problems F—F%, with D = 1000 by the DE algorithm
FEs Fy Iy I3 Iy Fs s I7
1 (najboljsi) 2.3032e+05 | 1.1651e+02 | 3.3088e+10 | 1.1568e+04 | 1.9478e+03 | 1.4250e+01 | -6.7212e+03
7 2.4412e+05 | 1.2476e+02 | 3.8438e+10 | 1.1948e+04 | 2.1799e+03 | 1.4633e+01 | -6.6712e+03
13 (sredniji) 2.5739e+05 | 1.2610e+02 | 4.1731e+10 | 1.2017c+04 | 2.2850e+03 | 1.4740c+01 | -6.6425¢+03
5.00e 4 6 19 2.7117e+05 | 1.2799e+02 | 4.3996e+10 | 1.2085e+04 | 2.2990e+03 | 1.4856e+01 | -6.6277e+03
25 (najslabsi) 2.8695e+05 | 1.3220e+02 | 4.8194e+10 | 1.2291e+04 | 2.5617e+03 | 1.5097e+01 | -6.5950e+03
povprecje 2.5852e+05 | 1.2594e+02 | 4.1476e+10 | 1.2019e+04 | 2.2618¢+03 | 1.4740e+01 | -6.6517¢+03
std. dev. 1.543%e+04 3.4090 4.0064e+09 | 1.3897e+02 | 1.3470e+02 | 1.9364e-01 3.6292e+01
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Slika 1. Grafi pribliZevanja za testne funkcije F1—Fp pri dimenziji D = 1000

Figure 1: Convergence graphs for problems F1—Fg, with D = 1000

nih parametrov.

Nekdo bi lahko komentiral, da morda izbira krmil-
nih parametrov ni bila “najbolj$a” in da bi morda z
drugimi vrednostmi dobili boljse rezultate. Takemu ko-
mentarju sicer ne moremo nasprotovati, a bi poudarili,
da zagon enega algoritma na vseh testnih funkcijah za
vse tri dimenzije traja priblizno pet dni. Torej smo pri
izracunu rezultatov tega ¢lanka potrebovali priblizno 10

dni (poskusi so bili izvedeni na GNU/Linux x86_64, 2.4
GHz (2x Dual Core AMD Opteron), programski jezik
C/C++).

Poskuse smo izvedli s sekvencnima algoritmoma. Al-
goritme, ki temeljijo na diferencialni evoluciji, je mogoce
tudi paralelizirati. Z vzporedno izvedbo ali z vzporednimi
algoritmi bi poskuse opravili hitreje.
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Slika 2. Grafi vrednosti krmilnih parametrov za testne funkcije F1—F% pri dimenziji D = 100
Figure 2: Graphs of control paramater values for problems F1—F%, with D = 100
6 Sklep D = 500 in D = 1000. Na podlagi dobljenih rezul-

tatov lahko povzamemo, da samoprilagajanje krmilnih
parametrov F' in C'R dokaj mo¢no vpliva na kakovost
koncne resitve pri danih testnih funkcijah. Kot moZnost
za nadaljnje raziskave vidimo uporabo koevolucije (ang.
coevolution).

V ¢lanku smo predstavili eksperimentalne rezultate dveh
algoritmov diferencialne evolucije, enega s samopri-
lagajenjem in drugega brez samoprilagajanja krmilnih
parametrov F' in CR. Poskuse smo izvedli na testnih
funkcijah iz literature, pri katerih je dimenzija D = 100,
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